在线强化学习交易策略

一、背景
1.1 程序化交易
随着市场的交易数据越来越多，对大量数据进行快速分析的需求越来越迫切。另外在一些高频交易中，依靠人发出交易指令很可能滞后导致获利机会的丢失。
为了解决这些问题，计算机技术被应用在交易中。依靠程序自动分析已有的数据，发掘套利的机会并发出交易的指令，从而获利。目前程序化交易的应用主要有如下两个方面：
[bookmark: __DdeLink__875_2123824022]1.	对基本面信息的分析，可采用程序自动分析公司财务报表之类的文件，得到该公司的资金，财务，发展状况等有价值的基本面信息帮助交易人员决策。
2.	对交易信息的分析，采用程序分析证券之间的相关性，在整个市场中寻找相关性较强的证券对，做配对交易或者分析证券的自相关性预测证券价格走势。除此之外，现在运用比较多的是根据量化人员的交易经验分析证券价格、波动的模式，得出一些均线策略，反转策略，突破策略等。
一方面，经过大规模的对数据的分析得出的判断具有更高的准确性和可信度；另一方面，程序可分析出比较抽象的模式，这些模式凭人的经验可能很难从历史数据发现。不仅如此，快速的交易指令的发出使得对高置信概率的套机机会把握的更加及时。然而，现有的程序化交易算法还有很多的不足。大多数都需要设计者有丰富的交易经验，对交易经验进行提炼，得出交易思想，然后用程序实现。这样的方式受限于交易人员的交易经验，不利于充分分析市场数据来发掘更多套利机会。

1.2 强化学习
强化学习是一种通用的用于时序决策的学习框架，通过让机器自己选择操作和环境交互并从环境得到相应的奖励让机器逐渐能够选择合适的操作。强化学习有很多应用，比如已为人所知的学会玩游戏，学会下围棋。在这些任务中能达到甚至超过人的水平。而这个学习过程只输入原始数据，如图像，棋盘，并不输入一些先验的知识。有的强化学习算法如Q-learning更是模型自由（model-free）的算法，不对市场进行任何假设，避免一些错误的或是限制性很强的假设条件带来负面影响。结合深度学习，强化学习能够获得强大的表示能力，帮助其对环境的情况有准确的认知并据此选择合适的操作。强化学习的框架如图1所示：
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图 1：强化学习框架
在每一个时间片t：
1.  从环境中观察到状态。
2. 执行操作。
3. 得到奖励。
学习的目标就是选择合适的操作，最大化打折的未来累积奖励：
          (1)
其中为折扣因子。定义价值行为函数
					 ,       (2)
表示在状态s和操作a下，预计得到的总奖励之和。当我们能够学习出这个Q函数，就能知道在当前的市场状态下，各种操作（持多头头寸，空仓和持空头头寸）的预期收益。选择预期收益最大的一个的操作即可。
由于最优Q函数有着非常好的迭代形式，称为贝尔曼公式（Bellman equation）：
                 (3)
根据上式我们只需要最小化
                  (4)

就能够用迭代化得方式去近似Q函数得到。采用神经网络近似Q值，能拟合十分复杂的Q函数。

二、系统实现
2.1 基于强化学习的智能交易策略
本方案提出一种基于Deep Q-learning的在线学习的交易模型，其能够学习交易市场的复杂信号，并且实时学习和适应市场变化。如图1，具体的流程分为如下部分：
1) 市场交易数据收集模块，其特征在于获取对应交易市场的交易数据，并进行市场交易数据的处理，对异常数据进行处理（停牌、跌停等数据的处理），将规整后的交易数据交给候选模块处理。
2) 交易数据特征映射模块，其特征在于将市场的交易数据进行连续空间的映射，作为强化学习的状态。
3) 强化学习模型，为本方案的核心学习模型，通过迭代的方式去近似Q函数，更新模型参数。这一过程由在线学习的方式进行，能帮助模型快速地捕捉市场动态特性，调整对各个操作的预期。
4) 交易信号输出模块，每一次迭代后得到的新模型根据当前的市场状态，输出的各个操作的Q值，选取Q值最大的操作，也就得到了我们需要的交易信号。
5) 交易效果计算模块，其特征在于将交易信号交易的结果进行各种评价指标的计算，包括收益率，夏普率，最大回撤等，以进行交易信号的好坏的量化，其也作为强化学习的奖励函数去优化模型。


以上本方案的整体流程，下面将根据每个流程详细阐述：
一 市场交易模型收集模块
市场交易数据收集模块，其特征在于获取对应交易市场的交易数据，并进行市场交易数据的处理，对异常数据进行处理（停牌、跌停等数据的处理），将规整后的交易数据交给后续模块处理。
1) 交易数据获取
交易数据来源于行情接口，也可以来源于开源的数据接口。
2) 交易数据处理
   对于异常数据定义处理的规则：
     2.1停牌数据，对于一只股票的停牌数据，采用停牌前一天的数据作为停牌期数据，保证数据的连续性。
     2.2复权点数据处理，在股票数据中，统一采用前复权处理。
   本模块对交易数据的处理，不仅限于k线数据和停牌、复权异常点的处理。

二 交易数据特征映射模块
交易数据特征映射模块，其特征在于将市场的交易数据进行连续空间的映射，作为强化学习的价值函数。价值函数表征在当前状态下，每个动作对应的价值。
  本方案中的交易数据为K线数据  ，映射函数采用神经网络模型。具体如下：
   假设交易t时刻的k线数据为。 对应的映射函数为：

   其中g(x)为映射函数，在这里采用神经网络模型，单层神经网络模型映射如下：
)
   其中，f(x)为激发函数，x为输入的历史k线数据，h为隐层表示，作为Q网络的输入，如果采用多层神经网络，即将上一层的隐层向量作为输入得到这一层的隐层表示，如此重复得到最后一层隐层表示。
   
三 强化学习模型
用p(x)表示Q函数，输入值为观察到的环境状态s，输出一个向量，该向量的每个元素表示对应操作a的未来累积奖励的预期值。我们采用迭代的方式近似Q函数。每一次迭代进行如下操作：
1.	根据上上时刻更新得到的Q网络(权值为)将初始数据的隐层表示作为输入，得到的输出值计算目标Q值，即为公式(3)的右边项。其中的奖励由我们的奖励函数给出，奖励函数可以为收益，财富及一些风险指标如夏普率。
2.	采用最新的Q网络(权值为)计算实际值。即为公式(3)的左边项。
3.	最小化公式(4)得出的损失，更新权值。

四 交易信号输出模块
交易信号输出模块，其特征在于将强化学习模型输出的结果转换为交易信号，在交易市场进行实时的交易。
 根据强化学习模型的目标，在使用模型时，只要选取对应的价值函数对应的最大价值的动作，就能获取最大的收益。具体计算如下：

  如上介绍，action对应了具体的交易信号，产生对应的action后输出相映射的交易信号。
[bookmark: _GoBack]	
	五 交易效果计算模块
	根据模型输出的交易信号，计算常用的交易指标，如收益率，夏普率，最大回撤，以评价交易的效果。

四、发明要点
本发明基于Deep Q-learning的框架，如图1所示。该方法将历史价格信息，成交量信息等各种因子作为输入，通过神经网络得到每种操作（持多头头寸，持空仓，持空头头寸）上的预期收益，从而选择最优的一种操作。该方法有一下几个要点：
1. 利用深度学习将出入的各种因子数据映射到另一个连续空间中，这样可以从大量带噪声的数据中提取出市场状态准确的表示。
2. 利用Q-learning的model-free的特性，保证了我们的模型能够自己从学习的过程中发现市场规律，不受认为人为假设的限制。
3. 利用强化学习能够在线学习的特性，捕捉市场的动态特性。策略不会随着时间的推移而失效。
4. 这是一个端对端的系统，输入已有的交易历史信息，直接输出选择的操作，而不是像以往的模型一样输出的是对市场的预测，然后再人为的决定操作。也避免了人错误判断造成损失。



image2.emf
市场的交易数

据收集模块

强化学习模型

交易数据特征

映射模块

交易信号输出

模块

2

1

3

4

收益率计算模

块

5


Microsoft_Visio_2003-2010___11111.vsd
�

市场的交易数据收集模块


强化学习模型


交易数据特征映射模块


交易信号输出模块


2


1


3


4


收益率计算模块



image1.png
observation action
> Agent
St a,

reward re

Environment




